TEMA 3. EXTENSIONES EN EL MLG

1. TRANSFORMACIONES LINEALES EN EL MLG
A veces, es conveniente hacer determinadas transformaciones lineales en los datos de las variables que entran en una regresión. Fundamentalmente, vamos a estudiar tres tipos de transformaciones:

1) Cambios de origen: Por ejemplo, trabajar con las variables en desviaciones con respecto a sus propias medias.

2) Cambios de escala: Por ejemplo, cambiar las unidades de medida de las variables, pasando de pesetas a euros.

3) Cambios de escala y de origen: Como es la estandarización de las variables. Es decir, a cada variable se le resta su media y se divide por su desviación típica muestral.

El resultado al que llegaremos es que siempre existe una relación entre los resultados MCO del modelo sin transformar y los resultados del modelo transformado.

Modelo de regresión con datos en desviaciones con respecto a las medias

Es una de las transformaciones más usadas en la práctica, sobre todo, cuando no se dispone de ordenador. El resultado más importante es que si el modelo original tiene término constante, al trabajar en desviaciones con respecto a las medias, no cambia ningún resultado MCO y se ahorra cálculo ya que hay que invertir una matriz 
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Dado un MRL con término constante y escrito en un instante de tiempo concreto:
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La estimación por MCO de todos los parámetros hace que podamos recuperar el valor real de 
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Tomando sumatorios desde 
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 en ambos lados de la expresión anterior, se tiene que:
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y dividiendo por 
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 todos los términos de la ecuación anterior:
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donde la barra denota la media muestral de cada variable y se ha tenido en cuenta que la suma de los residuos MCO es nula si el modelo tiene término constante.

Restando término a término las relaciones (1) y (2), se obtiene:
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que es el modelo transformado. En él, todas las variables están desviadas de sus medias, el término constante ha desaparecido por construcción, las estimaciones de las pendientes del modelo transformado son las mismas que las del modelo original y los residuos tampoco han cambiado. Lo único que hay que recuperar es la estimación de la constante. Pero, usando (2), se obtiene que:
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Es decir, antes de recuperar la estimación del término constante, hay que estimar todas las pendientes del modelo. Por tanto, lo primero que hay que hacer es estimar por MCO el modelo dado en (3), donde los datos de todas las variables han sido transformados y donde la matriz 
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 no tiene una primera columna de unos. Esto hace que la matriz 
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 sea de una dimensión menor y su inversa será más fácil de calcular. Todos los resultados conocidos del criterio MCO se pueden usar para el modelo dado en (3) y finalmente, podemos recuperar la estimación del término constante a partir de (4).

Ejemplo numérico: A partir del modelo 
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Se pide:

a) Estimar por MCO el modelo usando datos en desviaciones con respecto a la media.

b) Calcular la matriz de varianzas del estimador MCO de las pendientes del modelo.

c) Calcular el coeficiente de determinación del modelo.

d) Ejercicio propuesto para el estudiante: Comprobar que todos los resultados coinciden con los que se hubieran obtenido usando datos originales.

Solución a los apartados a-c):

a) El modelo en desviaciones es: 
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. La estimación MCO de estas dos pendientes es:


[image: image19.wmf]1

2

11

1

111122

2

22

22

2

ˆ

()()

()()()

ˆ

()()

.()

tt

ttt

tt

t

yyxx

xxxxxx

yyxx

xx

b

b

-

éù

éù

éù

--

---

=

êú

êú

êú

--

-

êú

ëû

ëû

ëû

å

åå

å

å


Las medias muestrales de las variables son: 
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. Calculando los sumatorios de términos cuadrados y cruzados, se tiene:
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y la constante 
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b) La estimación de la matriz de varianzas-covarianzas de las pendientes del modelo es:
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donde:
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Por tanto:
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c) El coeficiente de determinación de este modelo (con término constante) es:
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Obsérvese que cuando los datos están en desviaciones, la Suma Total (ST) del modelo es directamente la suma de cuadrados de los valores de la endógena.

Modelo de regresión con cambios de escala en los datos

Los cambios de escala que pueden aparecer en un modelo de regresión son múltiples. Por ello, trabajamos en modelos sencillos y con cambios de escala concretos.

Caso 1: Supongamos un cambio de escala a los datos de todas las variables del modelo. El modelo original (no escalado) es:
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y el cambio de escala en las variables se denota como:
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 el parámetro de cambio de escala de la endógena,
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El modelo transformado (escalado) es denotado como:


[image: image38.wmf]*******

01122

tttt

yxx

bbbe

=+++


donde se supone que el cambio de escala afecta a todos los parámetros y al término de error. Para encontrar la relación entre los parámetros y el error del modelo escalado y del original, se deshacen los cambios en el transformado:
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Despejando en el lado izquierdo la variable endógena original:
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y comparando término a término con el modelo original, se obtiene que:
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Por tanto, es posible recuperar las estimaciones de los parámetros del modelo escalado a partir de las estimaciones del modelo original y también hay una relación entre los residuos de un modelo y otro. De hecho, los residuos sólo quedan afectados por el cambio de escala de la endógena. Encontrar relaciones entre otros resultados MCO es fácil, así:
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En cuanto a la relación entre la estimación de la varianza residual, se tiene que:
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es decir, sólo queda afectada por el cambio de escala hecho a la endógena. Por último, sea cual sea la transformación lineal hecha a los datos (cambios de escala o de origen) el 
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 del modelo nunca cambiará. Es decir, la bondad del ajuste no cambia por un cambio en la escala de los datos o por un cambio de origen. En este caso, sabemos que:
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donde 
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 denotan la Suma Residual y la Suma Total del modelo transformado, respectivamente.

Ejercicio propuesto para el estudiante: ¿Cómo cambian todos los resultados anteriores si se hace el mismo cambio de escala a la endógena y a las explicativas, es decir, si 
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? ¿Cúal es el valor de estos tres parámetros si se pasa de variables medidas en pesetas a variables medidas en euros?

Caso 2: Supongamos un cambio de origen a los datos de la endógena en el modelo original:
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El cambio de origen en la variable se denota como:
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 es el parámetro de cambio de origen hecho a la variable 
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El modelo transformado es:
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donde se supone que el cambio de origen afecta a todos los parámetros y al término de error. Para encontrar la relación entre los parámetros y el error del modelo transformado y del original, se deshacen los cambios en el transformado:
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y despejando a la izquierda el valor de la variable endógena original:
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Al comparar término a término el modelo original con éste último, se obtienen las siguientes relaciones:
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Como no cambian los residuos de un modelo y otro, tampoco cambiará la estimación de la varianza residual ni el 
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Ejercicio propuesto para el estudiante: Encontrar las relaciones entre los estimadores MCO de los parámetros de un modelo 
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, y los correspondientes cuando se estandarizan los datos de las variables, 
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donde 
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 son las desviaciones típicas muestrales de las variables 
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2. EL USO DE VARIABLES FICTICIAS EN EL MLG

Una variable ficticia (o dummy) es una variable artificial construida por el investigador que usualmente toma valores 1 ó 0 y que tiene distintas utilidades en un modelo econométrico:

1) Para llevar a cabo algunos contrastes de hipótesis, en particular, los llamados contrastes de cambio estructural.

2)  A veces, disponemos de información cualitativa acerca de un conjunto de individuos, que sólo puede representarse a través de dummies. Por ejemplo, el sexo, la raza o el nivel de estudios de un individuo son características del mismo que requieren del uso de este tipo de variables.

Empezamos con la segunda utilidad de estas variables. Como ejemplo, supongamos que queremos explicar las diferencias salariales de un conjunto de individuos con diferentes niveles de estudios: primarios, secundarios y superiores. En un principio, definimos tantas ficticias como niveles de estudio, es decir:
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Denotando por 
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 al salario del individuo i-ésimo, una primera especificación de esta función de salarios que sólo depende del nivel de estudios es:
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La interpretación que tienen los coeficientes asociados a las dummies es sencilla. De la ecuación anterior, podemos obtener el salario esperado (medio) de un individuo con estudios primarios, el esperado para un individuo con estudios secundarios y el de uno con estudios superiores. Es decir:

El salario esperado de un individuo con estudios primarios (
[image: image82.wmf]123

1,0,0

iii

EEE

===

) es:


[image: image83.wmf]11

(/1)

ii

EWE

b

==


El salario esperado de un individuo con estudios secundarios (
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El salario esperado de un individuo con estudios superiores (
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Por tanto, por ejemplo, la distancia 
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 se interpreta como la diferencia en el salario esperado (medio) de un individuo con estudios secundarios con respecto al de un individuo con estudios primarios. Si en la función de salarios anterior, incluyéramos un término constante, tendríamos un problema de multicolinealidad exacta, ya que 
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. Lo que evita este problema es incluir término constante pero eliminando una de las variables ficticias, por ejemplo,  la primera. El modelo sería entonces:
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y la interpretación de los coeficientes es la siguiente: El salario esperado para un individuo con estudios primarios (
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 y el correspondiente a un individuo con estudios superiores (
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. Por tanto, 
[image: image97.wmf]2

a

 es la diferencia esperada en el salario de un individuo con estudios secundarios con respecto a uno con estudios primarios y se espera que esta diferencia (coeficiente) sea positiva. Finalmente, 
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 se interpreta como la diferencia esperada entre el salario de una persona con estudios superiores con respecto a tener sólo estudios primarios. Se espera que esta diferencia también sea positiva y significativa.
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Ejercicio propuesto para el estudiante: Una cadena de restaurantes elabora un modelo para explicar sus ingresos (
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, es el número de familias residentes en la zona donde está el restaurante 
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 son tres variables ficticias que hacen referencia a la situación del restaurante 
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 toma valor 1 si el restaurante 
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 está en una autopista y 0 en el resto; 
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 toma valor 1 si el restaurante 
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 está en un centro comercial y 0 en el resto y 
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 toma valor 1 si está en una calle y 0 en el resto de los casos . Se pide:

a) Plantear el modelo que utilizaría para este estudio, incluyendo un término constante. Interprete los parámetros de este modelo.

b) A partir del modelo especificado en el apartado anterior, derivar el ingreso esperado de un restaurante situado en una autopista.

c) Explicar cómo contrastar si existe una diferencia significativa en los ingresos de un restaurante situado en una autopista con respecto a uno situado en un centro comercial.

Con respecto a la primera utilidad de las variables ficticias podemos plantear algunos contrastes de cambio estructural de una forma muy sencilla. Como ejemplo, supongamos que en una función de consumo temporal (con datos anuales) se desea contrastar si el consumo autónomo ha cambiado o no a raíz de una crisis que se produjo en un año concreto de esta muestra (denotado por 
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Es decir, la primera Dummy se activa en los años previos a la crisis y la segunda Dummy toma vlor uno en los años posteriores a la crisis.

Por tanto, del modelo anterior, tenemos que en los años antes de la crisis, la función de consumo es:
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puesto que para esos años la primera dummy toma valor 1 y la segunda cero. La función de consumo en los años posteriores a la crisis es:
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ya que ahora la segunda dummy toma valor 1 y la primera se anula. El constraste de igualdad del consumo autónomo antes y después de la crisis, se puede llevar a cabo usando un único modelo:
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donde la hipótesis nula a contrastar es 
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. Si se rechaza la nula, decimos que la crisis ha cambiado el consumo autónomo, es decir, que ha habido un cambio estructural en este parámetro. Por el contrario, si no se rechaza, decimos que no ha habido un cambio estructural en este parámetro de la función de consumo antes y después de la crisis.

Otro contraste de cambio estructural que nos podemos plantear, es contrastar si la crisis ha alterado la función de consumo en todos sus parámetros. Es decir, si la crisis ha cambiado no sólo el consumo autónomo sino también la propensión marginal a consumir del país. En este caso, el modelo especificado sería:
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donde las dos variables ficticias 
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 son definidas de la misma manera que en el anterior contraste. Comprobamos que la función de consumo en los años anteriores a la crisis es:
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y la función de consumo después de la crisis:
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El contraste de cambio estructural global puede llevarse a cabo usando el modelo:
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y la hipótesis nula a contrastar es 
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, donde al haber dos restricciones será necesario usar el estadístico 
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. Si se rechaza la nula, decimos que ha habido un cambio estructural global en la función de consumo. Es evidente que se puede prescindir de una dummy, ya que se cumple que 
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. Si eliminamos la primera en el modelo anterior usando que 
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y reagrupando términos, el modelo a estimar es:
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donde, denotando por 
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 y por 
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, el contraste de cambio estructural global (en la constante y la pendiente del modelo) se reduce a contrastar la hipótesis nula de que esos dos coeficientes (
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 y 
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) son cero, es decir: 
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Ejercicio propuesto para el estudiante: Derive el modelo a estimar y el contraste de cambio estructural que llevaría a cabo en la función de consumo anterior si en la muestra considerada existen dos puntos de ruptura (
[image: image139.wmf]1122
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). Es decir, suponga que en el momento 
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 se produce una crisis y posteriormente en 
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, se produce una guerra. Para ello, utilice sólo dos variables ficticias.

3. ERRORES DE ESPECIFICACIÓN EN EL MLG

Hasta ahora, el análisis de un modelo de regresión se ha basado en el supuesto de que el modelo está correctamente especificado.
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No obstante, existen muchos errores de especificación, aunque los más comunes son la omisión de variables explicativas relevantes y la inclusión de variables irrelevantes.

Omisión de variables relevantes.

Supongamos que el modelo correctamente especificado es:
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donde las dos partes de la matriz 
[image: image144.wmf]X

 tienen 
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 columnas, respectivamente. Si omitimos los regresores contenidos en 
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, el modelo incorrecto es:
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El estimador MCO de los parámetros asociados a las variables incluidas es:
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y tomando esperanzas, se observa que es un estimador sesgado, a no ser que 
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 (ortogonalidad entre los regresores incluidos y los omitidos). Es decir:
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Ejemplo de variable omitida: Supongamos que se estima una función de demanda omitiendo una variable relevante como es la renta. Entonces, la elasticidad demanda-precio estará sesgada y si se denota por 
[image: image152.wmf]1
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donde 
[image: image154.wmf]2
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 es el coeficiente asociado a la renta. Con datos agregados, no está claro cúal es el signo de esa covarianza. Sin embargo, el signo del sesgo debe ser el mismo que el de la covarianza, porque la varianza del precio y el parámetro 
[image: image155.wmf]2
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 serán positivos.

En este desarrollo, es fácil saber el signo del sesgo cuando hay una única variable incluida y una variable omitida. Si embargo, es importante notar que cuando hay más de una variable incluida, en la fórmula del sesgo aparecen coeficientes de regresión múltiples que tienen el signo de correlaciones parciales entre las variables.

Aunque 
[image: image156.wmf]1

ˆ

b

 es un estimador sesgado, tiene una varianza más pequeña que este estimador en el modelo correctamente especificado. La razón es que se está incorporando un conjunto de restricciones falsas y esto provoca  un sesgo en el estimador del modelo restringido (incorrectamente especificado), pero la varianza de este estimador es más pequeña que la del estimador MCO en el modelo no restringido (correctamente especificado).

La conclusión es que si omitimos variables relevantes, los estimadores de 
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 y de 
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 son sesgados. Como caso particular, si los regresores incluidos y excluidos son ortogonales (
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) no habría sesgo en la estimación de 
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. Pero sigue habiendo sesgo al estimar 
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, por lo que tampoco sería válida la inferencia sobre 
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. Además, es muy improbable que en la práctica los regresores incluidos y los omitidos sean  perfectamente ortogonales.

Inclusión de variables irrelevantes.

Si el modelo de regresión correctamente especificado es:
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y estimamos el siguiente modelo creyendo que es el correcto:
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estamos incluyendo variables irrelevantes. Aunque pueda parecer que los problemas van a ser los mismos que al omitir variables, esto no es así. De hecho, ahora el modelo restringido es el correctamente especificado, en el que se ha incorporado la restricción cierta de que 
[image: image165.wmf]2
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. El modelo no restringido es el incorrecto en el que no se ha incorporado esa hipótesis cierta. No obstante, el estimador MCO de 
[image: image166.wmf]1
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 en el modelo incorrecto es insesgado, aunque con una varianza mayor que la del estimador MCO en el modelo correcto (o restringido). Por la misma razón, el estimador de la varianza de las perturbaciones en el modelo incorrecto es también insesgado:
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Entonces, puede parecer que una estrategia adecuada es siempre sobreajustar el modelo incluyendo regresores superfluos. Pero el problema es que se pierde precisión al estimar el modelo más amplio.

4. MULTICOLINEALIDAD EN EL MLG

La multicolinealidad es un problema que surge cuando las variables explicativas del modelo están correlacionadas entre sí. Este es un problema complejo, porque en cualquier regresión las variables explicativas van a presentar algún grado de correlación.

Matemáticamente, existe multicolinealidad cuando tenemos problemas a la hora de invertir la matriz 
[image: image168.wmf]T
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. De hecho, si el 
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 se dice que hay multicolinealidad no estricta o de grado. Si el 
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, hay multicolinealidad estricta o perfecta. En este último caso, alguna variable explicativa es combinación lineal de otras y el sistema de ecuaciones normales tiene infinitas soluciones.

Ejemplo de multicolinealidad estricta: Sea un modelo de regresión 
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 donde 
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 y 
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 es un parámetro constante y conocido. Al introducir esta dependencia lineal entre las variables explicativas en el modelo original, se tiene que 
[image: image174.wmf]1233
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. Es decir, es posible estimar por MCO individualmente 
[image: image175.wmf]1
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, pero habrá infinitas soluciones para 
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 y 
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. Esta estimación no está bien definida en el sentido de que la relación lineal entre las variables no está identificada de forma única. No es posible encontrar el efecto separado de cada variable exógena sobre la endógena.

El problema de multicolinealidad es un problema de grado. Es decir, si 
[image: image178.wmf]0
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, este determinante numéricamente es distinto de cero y por tanto, existe una única solución para las ecuaciones normales. No obstante, la multicolinealidad de grado tiene una serie de efectos perniciosos sobre las estimaciones MCO de los parámetros:

1) Las varianzas y covarianzas de los estimadores de los parámetros se hacen muy grandes conforme aumenta el grado de colinealidad. Es decir:
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y al ser el determinante cercano a cero, esto infla las varianzas y covarianzas de los parámetros estimados. Ello implica que la precisión de la estimación disminuye a medida que aumenta la multicolinealidad.

2) Dado que la varianza de los estimadores está sesgada al alza, los estadísticos 
[image: image180.wmf]t

 de significación individual estarán sesgados a la baja. Esto hará que tendamos a no rechazar la 
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 más frecuentemente de lo que se debiera si no existiese colinealidad alta:
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3) El contraste de significación global de las pendientes del modelo no se verá afectado ante la presencia de multicolinealidad. Esto es así, porque el 
[image: image183.wmf]2
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 tampoco se ve afectado por el problema, ya que la bondad del ajuste seguirá siendo parecida ante la presencia de variables explicativas superfluas. Por tanto, un síntoma claro de multicolinealidad de grado es que los parámetros no sean individualmente significativos, pero sí de manera conjunta.
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4) Otro síntoma de multicolinealidad de grado es que ligeros cambios en las matrices de datos 
[image: image185.wmf]X

 e 
[image: image186.wmf]Y

 (por ejemplo, añadiendo o suprimiendo unas pocas observaciones) pueden llevar a grandes cambios en los parámetros estimados. Esto nos puede llevar erróneamente a considerar la posibilidad de cambio estructural, cuando en realidad se trata de otro problema.

Causas de la multicolinealidad: Algunas de las causas más importantes de este problema son:

(a) El empleo en la regresión de variables explicativas que tienen una tendencia común y evolucionan de forma muy parecida en el tiempo. Transformar los datos para eliminar esta tendencia común puede resolver el problema. No obstante, nunca se resuelve si existe una dependencia lineal exacta entre las variables.

(b) Incurrir en un error de especificación consistente en la inclusión de variables irrelevantes. La información que contienen estas variables ya estaría incluida en otras y no añaden nada nuevo para explicar el comportamiento de la endógena.

© A veces, la multicolinealidad puede provenir de un problema de escala de los datos de las exógenas. Esto es así, porque el 
[image: image187.wmf]T
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 depende de las unidades de las 
[image: image188.wmf]x

 y por ello, es conveniente homogeneizar las unidades de medida de las variables antes de estimar.

(d) Otra causa de la multicolinealidad es la inclusión de variables explicativas retardadas, porque los valores de una variable explicativa en distintos instantes de tiempo suelen estar correlacionados entre sí, al ser variables con mucha inercia.

Detección de la multicolinealidad. Para detectar este problema se pueden usar dos tipos de métodos:

a) Métodos basados en la correlación entre variables explicativas

b) Métodos basados en medir el tamaño de la matriz 
[image: image189.wmf]T
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a) Métodos basados en la correlación entre variables explicativas: El más inmediato consiste en calcular la correlación lineal simple existente entre pares de variables explicativas. Denotamos por 
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 al coeficiente de correlación simple entre 
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 y 
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. Si hacemos esto para los 
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 regresores del modelo, obtenemos una matriz 
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 con la forma:
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Inspeccionando los valores de una triangular de la matriz 
[image: image196.wmf]R

 es posible detectar colinealidad del tipo 
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.(Recordar que el coeficiente de correlación simple entre dos variables está acotado entre –1 y 1. Si este coeficiente es cercano a cero, no son colineales y si es cercano a uno, en valor absoluto, son variables muy colineales). Sin embargo, pueden existir dependencias lineales más complicadas entre las exógenas, por ejemplo, del tipo: 
[image: image198.wmf]123

ttt

xxx

la

=+

 y esto nunca lo detectaríamos calculando sólo coeficientes de correlación simples entre todas las variables. En este caso, se pueden realizar una serie de regresiones donde en cada una se regresa una variable explicativa en función de las 
[image: image199.wmf]1

k

-

 restantes.

Otra posibilidad es calcular los coeficientes de correlación parcial denotados por 
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. Miden la correlación existente entre la variable 
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, una vez que la 
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 ha sido depurada de los efectos de la 
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. La forma de calcular estos coeficientes es sencilla: primero, se regresa 
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 sobre 
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 y se recuperan los residuos resultantes. En segundo lugar, se regresan los residuos sobre 
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 y el 
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 de esta estimación es el coeficiente de correlación parcial. Por ejemplo, si en un modelo con tres regresores, los coeficientes 
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 son bajos, esto significa que la variable 
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 es colineal, ya que no aporta nada a la endógena una vez que ésta ha sido explicada por la 
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[image: image213.wmf]2

x

.

b) Métodos basados en el tamaño de la matriz 
[image: image214.wmf]T
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. Como sabemos, cuando hay multicolinealidad tenemos un problema numérico. Desde este punto de vista, podría ser útil medir de alguna forma el tamaño de 
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.

Una primera solución sería calcular el valor numérico del determinante de 
[image: image216.wmf]T
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. El problema es que este determinante depende de las unidades de medida que tengan las variables explicativas.

Una segunda solución consiste en usar la propiedad de que el determinante de una matriz simétrica es igual al producto de sus autovalores. Así, 
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 y si alguno de estos autovalores es cercano a cero, el determinante también lo será. El problema de este procedimiento es que los autovalores de una matriz tampoco son adimensionales.

La tercera solución es medir o examinar el tamaño relativo de los autovalores. De esta forma se elimina el problema de las unidades de medida. En concreto, se calcula el número de condición de la matriz 
[image: image218.wmf]T
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 como la raíz cuadrada del cociente entre el autovalor más grande y el más pequeño. 
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No hay una regla analítica para decidir a partir de qué número de condición empezamos a tener problemas graves de multicolinealidad. Existen reglas heurísticas como que un número de condición mayor que 20 ó 25, ya sugiere la presencia de alta colinealidad.

Soluciones a la multicolinealidad: Existen muchas, aunque todas poco satisfactorias.

1) Suprimir variables. Consiste en excluir variables que estén altamente correlacionadas con las demás. Cuando la multicolinealidad es exacta, esta solución es perfecta. Cuando la multicolinealidad es de grado, se incurre en un riesgo al usar esta solución. El riesgo es que las varianzas de los estimadores estarán infladas, con lo que la mayoría de los parámetros son individualmente no significativos y por tanto, pueden suprimirse las variables que no sean las causantes del problema.

2) Transformar las variables. Si las variables explicativas tienen una tendencia común en el tiempo y por ello están altamente correlacionadas, existen transformaciones en los datos que eliminan esta tendencia común. Una transformación habitual es trabajar con tasas de variación en lugar de con datos en nivel.

3) Incorporar nuevos datos. Si para una muestra dada tenemos una columna de la matriz 
[image: image220.wmf]X

 casi linealmente dependiente con otra(s), es probable que aumentando la muestra se arregle la colinealidad. Si la relación entre las variables exacta, por mucho que aumentemos la muestra no se va a arreglar el problema.

4) Estimar sistemas de ecuaciones. Se formulan relaciones existentes entre las variables explicativas y se estiman simultáneamente éstas con la regresión original (que relaciona la endógena con las explicativas).

5) Eliminar retardos de las variables explicativas. Si la multicolinealidad se debe a la existencia de retardos de una misma variable explicativa como regresores, puede suponerse una relación funcional entre los parámetros o suprimir algún retardo:
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